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Ementa: Regressao: Introdugdo. Métodos paramétricos. Métodos paramétricos em altas dimensdes.
Métodos ndo paramétricos. Métodos ndo paramétricos em altas dimensdes. Outros aspectos de
regressdo. Classificagdo: Introducdao. Métodos de classificacao. Outros aspectos de classificagdo.
Aprendizado ndo supervisionado: Redu¢do da dimensionalidade e Mudanga de representagdo.
Anadlise de Agrupamento. Regras de Associagdo. Sistemas de Recomendacao.

Contetido programatico

Parte I — Regressao:

e Introdugdo: Notacdo e suposi¢des. Predicdo versus Inferéncia. As duas culturas. A funcao
risco. Sele¢do de modelos: super e sub-ajuste. Tuning parameters.

e M¢étodos paramétricos: O método dos minimos quadrados. Minimos quadrados quando a
suposicao de linearidade falha.

e M¢étodos paramétricos em altas dimensdes: Busca pelo melhor subconjunto de covariaveis.
Regressao Stepwise. Lasso. Regressao Ridge.

e M¢étodos ndo paramétricos: Séries ortogonais. Splines. Knn. Nadaraya-Watson. Regressao
polinomial local. Métodos baseados em RKHSs. Arvores de regressdo. Bagging e Florestas
aleatdrias. Boosting. Redes neurais artificiais.

e Me¢todos ndo paramétricos em altas dimensodes: Taxas de convergéncia e a maldicao da
dimensionalidade. Knn e Regressao linear local. Support Vectorc Regression. Florestas
aleatorias.

e QOutros aspectos de regressao: Interpretabilidade. LIME. PDP e ICE.

Parte II — Classificacao:

e Introdugdo: Fungdo de risco. Estimacao do risco e selecdo de modelos. Balango entre Viés
e Variancia. Outras medidas de desempenho.

e Me¢étodos de classificagdo: Classificadores Plug-in. Support Vector Machines (SVM).
Arvores de classificacdo. Bagging e Florestas aleatorias. Boosting. Knn. Redes neurais
artificiais.




e QOutros aspectos de classificagdo: Assimetria na fung¢ao de perda, conjuntos desbalanceados

e outros cortes. Combinando classificadores.
Parte 111 — Aprendizado nao supervisionado:

e Reducao de dimensionalidade e mudancga de representacao: PCA. Kernel PCA. Projegoes
aleatdrias. Autoencoders.

e Andlise de agrupamento: k-médias. Agrupamento espectral. Métodos hierarquicos.

e Regras de associagdo.

e Sistemas de recomendacdo: Filtro colaborativo baseado no usuario. Filtro colaborativo
baseado no produto. FunkSVD. Selecao de modelos.

Objetivos:

Fornecer ao aluno a teoria de cada um dos principais métodos de machine learning no enfoque
estatistico, bem como mostrar as aplicagdes praticas nos diversos ramos da ciéncia destas
técnicas. O aluno deverd ser capaz de utilizar os programas de computador relacionados com as
técnicas apresentadas.

Metodologia:

Aulas expositivas sobre o conteudo programatico e textos para estudo.

Atividades avaliativas:

O atendimento aos objetivos da disciplina serd avaliado através de atividades avaliativas online. As
atividades consistirao em trabalhos praticos aplicados a resolu¢ao de problemas contextualizados aos
diferentes tdpicos do contetido programatico, entregues em formato digital, através da plataforma
Moodle.

- Os pontos serdo distribuidos da seguinte forma:

» 5 (cinco) trabalhos praticos (distribuidos ao longo do curso) - VALOR: 100,0 pontos
Sera aprovado o aluno que atingir média final igual ou superior a 60,0 pontos. Para nido ser
reprovado(a) por infrequéncia e ter possibilidades de realizar o exame especial (caso necessario), o(a)

aluno(a) devera ter pelo menos 75% de frequéncia nas atividades da disciplina.

Alunos com média final inferior a 60,0 pontos poderdo ser aprovados através do Exame Final
versando sobre toda a matéria tratada na disciplina.

Obs.: as atividades inerentes a disciplina “Métodos Estatisticos para Machine Learning” sio de
extrema importancia para o desenvolvimento ideal do tema.

Todas as atividades propostas nesse curso valem pontuac¢do. Assim sendo, todas as atividades serdo
pontuadas, somando 100,0 pontos distribuidos na disciplina.




CRONOGRAMA DAS ATIVIDADES AVALIATIVAS
(Sujeito a alteracdes de acordo com o andamento da disciplina)

Avaliacio Foco Disponibilizaciao Entrega Pontos

Atividade 1 | Generalizacdo, flexibilidade, 16/09/2026 27/09/2026 | 20

selecdo e regularizacao
. . Métodos locais, kernels e

Atividade 2 SVM/SVR 30/09/2026 11/10/2026 20

Atividade 3 | Modelagem supervisionada 21/10/2026 22/11/2026 | 20
completa

Atividade 4 | Redugdo de dimensionalidade, 23/11/2026 06/12/2026 | 20
agrupamento e regras de associagio

Atividade 5 | Sistemas de recomendagio 07/12/2026 16/12/2026 20

Total 100
Observacoes

* As atividades serdo entregues em formato digital, por meio da plataforma Moodle.
* A Atividade 3 sera desenvolvida ao longo de um periodo maior por possuir carater integrador.
* O periodo de 17 a 23 de dezembro de 2026 ¢ reservado aos Exames Especiais.

EXAME ESPECIAL: 21/12/2026

CRONOGRAMA DOS CONTEUDOS
(Sujeito a alteragdes de acordo com o andamento da disciplina)

[Semana Datas Conteudo
1 24/08 e 26/08 Fundamentos do Aprendizado Estatistico
2 31/08 ¢ 02/09 Modelos Lineares para Regressao e Classifica¢ao
3 07/09 e 09/09 Func¢des de Base, Splines e Séries
4 14/09 e 16/09 Selecdo e Regularizacao
5 21/09 e 23/09 M¢étodos Locais
6 28/09 e 30/09 RKHS, SVR e SVM
7 05/10 e 07/10 Arvores
8 12/10 e 14/10 Bagging e Random Forest
9 19/10 e 21/10 Boosting
10 26/10 e 28/10 Redes Neurais Artificiais
11 02/11 e 04/11 Alta Dimensionalidade
12 09/11 e 11/11 Decisdo, Avaliacdo e Interpretabilidade
13 16/11 e 18/11 Reduc¢ao de Dimensionalidade
14 23/11 e 25/11 Andlise de Agrupamento
15 30/11 e 02/12 Regras de Associacdo
16 07/12 ¢ 09/12 Sistemas de Recomendacao: Filtragem Colaborativa
17 14/12 ¢ 16/12 Sistemas de Recomendacao: FunkSVD, Avaliagao e Selecdo de
Modelos
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